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Ozetce

Yetim proteinler yaygin olarak kullanilan ve amino asit dizisi
seviyesindeki benzerlikleri arastiran yontemlerle incelendi-
ginde veritabanindaki proteinlerin hemen higbirine benzeme-
mektedir. Bu proteinlerin iglevlerinin daha iyi anlagilmasi
icin yapisal bilgileri de kullanan ydntemlere ihtiyag vardir.
Bu amagla yapi1 Ongoriisii 6nem kazanmaktadir. Tek-dizi
algoritmalar olarak da bilinen ve yetim proteinlerin ikincil
yapisint  Ongérmek igin gelistirilen algoritmalar, ¢oklu
hizalama ve hizalama profilleri gibi benzer proteinlerden
tiretilen  bilgileri  kullanamamaktadirlar.  Bu  durum,
algoritmalarin basar1 diizeylerinde sinirlayici bir etken
olmaktadir. Tek-dizi algoritmalarin bagarilarini arttirmak igin
arastirilan tekniklerden biri de yeniden egitim yontemidir. Bu
yontemde ilk Once algoritmanmn kullandigi model seckin
proteinlerden olusan bir kiimeyle egitilir ve ikincil yap1
Ongoriisii hesaplanir. Daha sonra belli bir uzaklik olgiitii
kullanilarak  egitim  kiimesinden, sinanacak proteine
benzemeyen proteinler ¢ikartilir ve model indirgenmis kiime
ile tekrar egitilerek ikincil yap1 6ngoriisii hesaplanir. Bu
caligmada IPSSP [1] algoritmasinda kullanilan sakli yar1
Markov modellerini yeniden egitmek igin egitim kiimesi
indirgeme yontemleri karsilastirilmis  ve karsilagtirilan
yontemler arasinda en iyisinin bilesim tabanli indirgeme
yontemi oldugu bulunmustur. Ayrica esik deger konarak
yapilan egitim kiimesi indirgeme yoOnteminin, ilk %80
proteini se¢me yontemine gore daha iyi sonug¢ verdigi
gOrillmiigtiir.

Abstract

Orphan proteins are characterized by the lack of significant
sequence similarity to almost all proteins in the database. To
infer the functional properties of the orphans, more elaborate
techniques that utilize structural information are required. In
this regard, the protein structure prediction gains
considerable importance. Secondary structure prediction
algorithms designed for orphan proteins (also known as
single-sequence  algorithms) cannot utilize multiple
alignments or aligment profiles, which are derived from
similar proteins. This is a limiting factor for the prediction
accuracy. One way to improve the performance of a single-

sequence algorithm is to perform re-training. In this
approach, first, the models used by the algorithm are trained
by a representative set of proteins and a secondary structure
prediction is computed. Then, using a distance measure, the
original training set is refined by removing proteins that are
dissimilar to the initial prediction. This step is followed by
the re-estimation of the model parameters and the prediction
of the secondary structure. In this paper, we compare training
set reduction methods that are used to re-train the hidden
semi-Markov models employed by the IPSSP algorithm. We
found that the composition based reduction method has the
highest performance compared to the other reduction
methods. In addition, threshold-based reduction performed
better than the reduction technique that selects the first 80%
of the dataset proteins.

1. Giris

Bir gen dizisindeki biitiin protein kodlayan genlerin ve bu
genler tarafindan kodlanan proteinlerin hiicre i¢i gorevlerinin
belirlenmesi modern biyolojide Onemli bir problemdir.
Protein yapilar1 yani {i¢ boyutlu katlanmalar1 bilgisi de
ozellikle yetim proteinler igin protein islevini belirlemeye
yarayabilir. Biitlin genlerin ve proteinlerin deneysel olarak
caligilabilecegini diisiinmek gercekei degildir. Bununla
beraber nispeten ucuz, hizli ve hesaba dayali yaklagimlarla,
DNA’daki protein kodlayan bolgeleri giivenilir bir sekilde
belirlemek ve bu kodlanmis proteinlerin yapisal ve islevsel
gruplarii tahmin etmek miimkiindiir [2]. Her gecen giin he-
saba dayali metotlarla protein kodlayan genler kesfedilmekte-
dir. Bu yeni proteinlerin yapilarinin belirlenmesi i¢in giiveni-
lir hesaba dayali yontemlerin gelistirilmesi 6nem ve aciliyet
kazanmustir.

Proteinin islevinin tahmini i¢in kullanilan tipik yaklasim,
proteinin amino asit dizisi ile veri tabanindaki fonksiyonu
bilinen dizileri kargilastirmaktir. Bu iglem Smith-Waterman
metodu [3] ve bu metodun verimli yakinsamalari olan (6rne-
gin, BLAST [4] ve FASTA [5] gibi) ikili hizalama algorit-
malar1 ile yapilabilmektedir. Dizi seviyesinde bilinen bir
proteine Onemli bir benzerlik séz konusuysa, bu onlarin
yapisal yakinliklarint  gostermektedir. Bdylece eldeki
proteinin islevi yiiksek bir giivenilirlik derecesi ile tahmin



edilebilir [6]. Bununla beraber, dizi tabanli tahmin yontem-
lerinin basarisiz oldugu binlerce yeni kesfedilen protein
bulunmaktadir. Ciinkii bunlara veri tabani proteinleri i¢inde
yeterli bir dizi benzerligi bulunan higbir protein
bulunamamaktadir. Ayrica, bu proteinlerin ¢ogu igin profil
tabanli metotlar [7,8], iteratif arastirma metotlar1 (PSIBLAST
[9],SAM [10]) da uygulanamaz. Boyle durumlarda fonksiyon
tahmini sadece dizi seviyesindeki karsilagtirmalara
dayandirilamaz. Protein fonksiyonunun belirlenmesi igin bir
alternatif, protein yapilarinm karsilastirilmasidir. Bunun
sebebi de bir proteinin islevinin ana olarak ii¢ boyutlu sekli
tarafindan belirlenmesidir. Protein yapilarmm amino asit
dizilerine gére mutasyona karst daha iyi korundugu
bilinmektedir. Amino asit dizilerinin 6nemli Olgiide
farklilastigt durumlarda bile, protein yapilari mutasyon
sirasinda genellikle korunmaktadir. Bu sebeple, proteinin veri
tabanindaki proteinlere dizi seviyesinde benzer olmadig: tek-
dizi durumlarinda (yetim proteinler), yap1 Ongoriisii
algoritmalar1 proteinin islevini tahmin etmeye yardimci
olabilir.

Protein yapisinin dort unsuru vardir fakat biz sadece ikincil
yapiy1 dngérmeye yogunlasacagiz. ikincil yapmin en 6nemli
ii¢c elemanm1 sunlardir: a-helezon (o-helix) {H}, B-lif (B-
strand) {E} ve ilmik (loop) {L}.
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Sekil 1: Ikincil yapr ongoriisii

Sekil 1°de goriildiigii gibi ikincil yap1 dngoriisii, her amino
aside 3 harfli {H, E, L} bir alfabeden yapisal bir durum atar.
Ikincil yap: 6ngbriisii igin gelistirilmis yontemlerde genellikle
ilk 6nce bir model kurulup bu modelin, ikincil yapis1 bilinen
proteinlerle egitilmesi gerekmektedir. Daha sonra, egitilmig
model, yapist bilinmeyen bir proteinin ikincil yapisini
ongormek ic¢in kullanilir. Egitim kiimesinin niteligi ¢ok
onemlidir. Egitim kiimesinin, ikincil yapisi Ongoriilecek
proteine benzer proteinleri igerecek sekilde indirgenmesinin
hem basariyr arttirdigi hem de hesaplama zamanini azalttig1
gozlemlenmistir [11]. Egitim kiimesinin indirgenmesindeki
amag¢ sinanacak proteine benzerlik yoniinden uzak olan
proteinlerin modeli “bozmasimi” engellemektir. Bu ¢alismada
¢ farkli egitim kiimesi indirgeme yontemi karsilagtirilmisgtir.

2. ikincil Yap1 Ongorii Algoritmasi

Bu caligsmada [1]°de belirtilen ikincil yap1 6ngorii algoritmasi
(IPSSP) baz alinmigtir. Bu algoritmada sakli yar1 Markov
modelleri  kullanilmigtir. Sakli Markov modelleri gen
Ongoriist, protein profilleri, ve ikincil yap1 6ngoriisii gibi bir
¢ok alanda basartyla uygulanmistir. Bir sakli Markov
modelin temel bilesenleri durumlar ve durumlarda iiretilen
sembollerdir (¢iktilardir). Herhangi bir anda tek bir durum
aktiftir ve aktif olan durum bir sembol tretir. Durumlar
arasindaki gecisler ve sembollerin {iretilmesi olasilik
dagilimlartyla modellenir12.

Sakli yar1 Markov modeli, sakli Markov modelinin bir
tirevidir. Sakli Markov modelinde her bir durum bir tek
sembol Tiretirken, sakli yar1 Markov modelinde bir dizi
sembol iretilmektedir. Ayrica sakli Markov modelde bir
durum bir sonraki adimda kendine doniis yapabilirken, sakli
yar1 Markov modelinde kendine doniis yoktur.

Ikincil yap1 éngoriisiinde kullanilan bir sakli yar1 Markov
modelinde her bir ikincil yap1 (H, E, L) i¢in bir durum

tanimlanir ve her durumda o yapiyr olusturan amino asit
grubu iretilir.  Ikincil yapilardaki amino  asitlerin
iretilmesinde kullanilan olasilik dagilimlari modellenirken
protein veri bankalarindaki veri sayis1 g6z Oniine alinarak
sadece ilintisi yiiksek pozisyonlar kullanilir. Ornegin, bir a-
helezon yapisinin i’ninci pozisyonundaki amino asidin, i-2, i-
3, i-4, it2 ve i+4’lincli pozisyonlardaki amino asitlerle
yiiksek ilinti gosterdigi bulunmustur. Dolayisiyla i’ninci
pozisyondaki amino asidin goriilme olasilig1 sadece bu bes
pozisyondaki amino asitlerin ¢esidine (ya da ozelliklerine)
bagli olmaktadir.

IPSSP algoritmasinda ¢ saklt yar1 Markov modeli
kullanilmaktadir. Birinci modelde, ikincil yapilardaki amino
asitler sadece onceki pozisyonlara baglidir. Ornegin, bir a-
helezon yapisimin i’ninci pozisyonundaki amino asit, i-2, i-3
ve i-4’lncii pozisyondaki amino asitlerin ¢esidine (ya da
ozelliklerine) baghdir. Tkinci modelde hem onceki hem de
sonraki pozisyonlar kullanilirken, {igiinci modelde sadece
sonraki pozisyonlar (i+2 ve i+4 v.s.) kullanilir. Bu sayede
farkli pozisyonlara 6zgii ilintiler daha 6zgiil olarak model-
lenmektedir. Ayrica IPSSP algoritmasinda her bir ikincil yap1
bolgesinin bastaki, ortadaki ve sondaki amino asitleri ayr1
ayr1 modellenmektedir. Bunun sebebi bagtaki ve sondaki
amino asitlerin, ortadakilerden farkli bir dagilima sahip
olmasidir.

IPSSP algoritmasi, sinanacak proteinin ikincil yapisini
6ngoérmek icin su yontemi kullanir:

(1) Her bir sakli yar1 Markov model i¢in, sinanacak
proteindeki bir amino asidin belli bir ikincil yapida
olma olasiligin1 veren bir dagilim hesaplanir. Bu
dagilimlarm hesaplanmasinda posterior decoding
algoritmasi (forward-backward ya da BCJR MAP)
kullanilir [1].

(2) Bu dagilimlar kullanilarak her modelden bir ikincil
yap1 Ongoriisii hesaplanir. Bunun i¢in, her amino
asite en yiiksek olasiliga sahip ikincil yapi verilir.

(3) Her model i¢in egitim kiimesi indirgenir. Bunun
icin belli bir yakinlik kriteri kullanilarak ikincil
yapist bir onceki agsamada 6ngoriilen ikincil yapiya
benzer olan proteinler secilir. Daha sonra modeller
indirgenmis egitim kiimelerine gore tekrar egitilir
ve her model i¢in ikincil yap1 olasilik dagilimlari ve
ikincil yapilar tekrar hesaplanir.

(4) Ugiincii asama belli bir sayida tekrarlanir. Her
seferinde en basta kullanilan egitim kiimesinden
baglanir ve bu kiime indirgenir.

(5) Son asamada modellerden gelen dagilimlarim
ortalamasi  almarak ikincil yap1  Ongoriisii
hesaplanir.

Deneylerimizde egitim kiimeleri sadece bir kez indirgenmis
ve modeller tekrar egitilip ikincil yap1 hesaplanmustir.

3. Egitim Kiimesi Indirgeme

Uygulanan egitim kiimesi indirgeme yontemlerinin hepsi
tamimlanan bir ¢esit benzerlik (ya da uzaklik) olgiitiini
kullanir. Bu 6lgiitii kullanarak eleme yapmak i¢in iki farkli
yaklasim kullamlmistir. ilk yaklasimda, smanacak proteine
benzeyen veya yakin olan ilk %80 protein alnir. Ikinci
yaklagimda ise belirlenen bir esik degerin (benzerlik ya da
uzaklik ol¢iitii olmasma gore) altinda veya iistiinde kalan
proteinler alinir.



3.1. Bilesim tabanh egitim kiimesi indirgeme

Bu ydntemde, sinanacak proteinin ikincil yapist 6ngoriil-
diikten sonra ongoriilen ikincil yapmnin veri kiimesindeki
proteinlerin ikincil yapilarima uzakliklar1 hesaplanir. Bu
uzaklik degeri su sekilde hesaplanir:

D= max(|HS -H,,|E,—E,,|L,—L, ) (O

Burada H,, E,, L, sinanacak proteinin Ongoériilen ikincil
yapisindaki o-helezon, B-lif ve ilmik oranlar1 ve H,, E,, L,,
veritabanindaki proteinin sirasiyla a-helezon, B-lif ve ilmik
oranlaridir. Bu uzaklik 6lgiitii kullanilarak veritabanindaki
biitiin proteinler siralanir ve bu degeri en diisiik olan ilk %80
protein egitim kiimesi olarak kullanilarak bir daha 6ngorii
yapilir. Bu yontemin farkli bir siiriimii olarak esik deger
kullanilmigtir. Veritabanindaki proteinlerinden, 6ngoriilen
ikincil yapiya olan uzakliklar1 0.35’in altinda olanlar (D <
0.35) egitim kiimesine dahil edilmistir. 0.35 degeri deneysel
olarak bulunmustur.
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3.2. Hizalama tabanh egitim kiimesi indirgeme

Bu yontemde, simanacak proteinin ikincil yapisit Ongoriil-
diikten sonra sianacak protein ile veritabanindaki proteinler
hizalanir. Daha sonra hizalanma skoru diisiik olan proteinler
egitim kiimesinden c¢ikartilir. Bu ¢alismada yine Onceki
boliimde bahsedildigi gibi iki farkli indirgeme yontemi
denenmistir. Tlkinde hizalama skoru en yiiksek %80 protein
egitim kiimesine dahil edilirken ikincisinde esik deger
konarak egitim kiimesi olusturulmustur. Esik deger secmek
icin bilesim tabanli yontemdeki 0.35 degerinin hizalama
yontemlerinde hangi skor degerine karsihik geldigi
hesaplanmis ve esik deger olarak bu skor degeri alinmuigtir.

Hizalama Yontemleri: Proteinleri hizalamak igin birbirine
benzeyen semboller karsilikli olarak eslestirilirirken benzeri
bulunamayan semboller ‘-> sembolii ile eslestirilmektedir.
Hizalama ii¢ farkl sekilde yapilabilir:

1. Sadece ikincil yapilar1 hizalama (1Y)
2. Sadece amino asit zincirlerini hizalama (AA)

3. Hem ikincil yapilar1 hem de aminoasit zincirlerini
hizalama (IY+AA)

Birinci durumda semboller ikincil yapr gesitleridir ve H, E,
ya da L degerlerinden birini alir. Ikinci durumda semboller
amino asit gesitleridir ve yirmi farkli degerden birini alir.
Ugiincii durumda ise semboller ikincil yapt ve amino asit
ikilileridir. Bu sayede ikincil yapt ve amino asit dizileri
birlikte hizalanmis olur.

iki semboliin birbiriyle benzerlik derecesini belirlemek icin
bir fonksiyon (benzerlik tablosu) kullanilmaktadir. iki protein
arasindaki  herhangi bir hizalamanin skor degerini
hesaplamak igin birbiriyle eslesen sembollerin benzerlik
degerleri toplanir. Bu degere, karsiligi olmayan bdlgelerin
(acik bolgeler) toplam skoru eklenir. Bu su sekilde formiile
edilir:

S =Y (aM,, (ay.b)+ pM,,(c,.d,))+G @
k=1

Yukaridaki denklemde S hizalama skoru, r birbiriyle eslesen
sembol sayisi, toplam semboliiniin igindeki deger eslesen
sembollerden gelen skor, G esi bulunamayan sembollerden
(ag¢1k bolgeler) gelen toplam skor, a; ve by sirasiyla birinci ve
ikinci proteinin k’ninci eslesen amino asitleri, ¢; ve d
sirastyla birinci ve ikinci proteinin k’ninct eslesen ikincil
yapilari, M, () ve M;() sirasiyla amino asit ve ikincil yapi

benzerlik tablosu, a ve f sirasiyla amino asit ve ikincil yap1
eslesme skorlarmin katsayilaridir. Sadece ikincil yapilari
hizalanmak i¢in 0=0, f=1 aliir. Sadece amino asit dizileri
hizalanmak i¢in o=1, =0 alinir. Amino asit ve ikincil
yapilart birlikte hizalamak i¢inse =1, f=1 alinmaktadir.

iki protein arasindaki en yiiksek skora sahip hizalamanin
bulunabilmesi icin biitiin hizalamalarin oldugu uzayin
taranmas1 gerekmektedir. Bunu hizli bir sekilde yapan
algoritmalar  tasarlanmustir.  Bu  calismada, hizalama
algoritmasi olarak Smith-Waterman [3] yerel hizalama al-
goritmast  kullamilmigtir. Bu  algoritmada proteinlerin
biitiiniinii  kullanma zorunlulugu yoktur. Onun yerine
proteinlerin  yerel olarak en ¢ok benzeyen kisimlari
hizalanmaktadir.

Bu c¢alismada, {i¢ hizalama yontemi de degerlendirilmistir.
Amino asit zincirlerini hizalamak igin Blosum62 [13] tablo-
su kullan1lmis, ikincil yapilar1 hizalamak igin ise Tkincil Yap1
Benzerlik Matrisi (Secondary Structure Similarity Matrix —
SSSM) [14] kullanilmuistir.

Standartlastirma  Yontemleri: Hizalama skoru he-
saplandiktan sonra belli bir katsayi ile ¢arpilir. Bu sayede
uzunluk farklarindan gelen etkiler standartlagtirilmis olur.
Bu c¢alismada, skorlar1 standartlarstirmak i¢in hizalama
skorlar1 iki proteinin ortalama uzunluguna boliinmiistiir. Bu
yontemin proteinlerin  katlanma siiflarinin  tespitinde
bagsarili oldugu gosterilmistir.

3.3. Chou-Fasman uzakhk olciitii kullanilarak egitim

kiimesi indirgeme

Bu yontemde Chou-Fasman [15] uzaklik skorlar1 hesaplan-

mug, en diisiik skora sahip ilk %80 protein egitim kiimesine

almmistir. Chou-Fasman uzaklik skoru séyle tanimlanmugtir:
2

I E WA EES WA IRC

ke{H,E,L} lt J=1 vt j=1

Burada /, ve [, sinanacak proteinin ve veritabanindaki
proteinin uzunlugu, ¢q(j) ve h(j) sinanacak proteinin ve
veritabanindaki proteinin j pozisyonundaki amino asit, f(z)
fonksiyonu ise z amino asitinin & ikincil yapisinda bulunma
yatkinligin1 gosteren Chou-Fasman katsayisi. Bu formiilde
her amino asit i¢in ii¢ farkli ikincil yapida olma ihtimali
diisiintilmistiir. Bu yontemin bagka bir siirtimii de ikincil yap1
bilgisi kullanarak bu skoru hesaplamaktir. Burada smanacak
proteinin  Ongodriilen  ikincil  yapistm  kullanilirken,
veritabanindaki proteinin bilinen ikincil yapist kullanilir.
Ikincil yap1 bilgisi kullanan Chou-Fasman uzaklik
fonksiyonu su sekildedir:

2

ll Z fk(q(j)) (q()) - li Z fk(h(j)) h(j) | @

t j=1

Bu formiilde k(q(j)), sinanacak proteinin j'ninci pozis-
yonundaki amino aside karsilik ongoriilen ikincil yapiyi,
k(h(j)) ise veritabanindaki proteinin j ninci pozisyonundaki
amino aside karsilik gelen ikincil yapiy1 ifade etmektedir.

4. Deneyler ve Tartisma
Veri kiimesi olarak birbirine benzemeyen proteinlerden
olusan EVA kiimesi kullanilmigtir [16]. Bu kiimeden 30 a-
minoasitten kiiglik proteinler ¢ikartilip 2720 protein igeren
bir veri kiimesine ulasilmistir. Bu kiimedeki proteinlerin



ikincil yapilart PDB (Protein Data Bank)’tan alinmustir [17].
Bu ikincil yapilart 8 durum alfabesinden 3 durum alfabesine
indirgemek i¢in su yontem kullanilmigtir: H, G> H, E, B>
E, S, T, I, * > = L. Chou-Fasman uzaklik Ol¢iitiinde
kullanilan f* fonksiyonunu hesaplamak i¢in PDB SELECT
kiimesi kullanilmustir [18]. Bu kiimedeki proteinlerin ikincil
yapilart da 8 durum alfabesinden 3 durum alfabesine
indirgenmistir. Buna paralel olarak f fonksiyonu amino-
asitlerin bu 3 durumda bulunma yatkinligin1 géstermektedir.
Yontemlerin - basart  oranlarmi  test etmek igin  veri
kiimesindeki ilk 600 protein iizerinden ¢apraz gegerlilik
(cross validation) sinamasi uygulanmistir. Bunun igin her
seferinde veri kiimesinden bir sinama proteini segilir. Kalan
proteinler egitim kiimesini olusturur. Segilen proteininin
ikincil yapis1 tahmin edilip kaydedilir ve sinama proteini
tekrar veri kiimesine eklenir. Bu islem veri kiimesindeki ilk
600 protein igin tekrarlandiktan sonra basart Olgiitii
hesaplanir. Test kiimesini 600 proteine sinirlamaktaki amag,
hesaplamalarda tasarruf etmektir. Yapilan deneylerde ilk 600
proteinde alinan sonucun, veri kiimesindeki tiim proteinler
test edilerek alinan sonuca yakinsadigi gozlemlenmistir.
Basar1 olgiitii olarak su olgiit (duyarlilik) kullanilmis-
ur:Q, =N, / N . Burada N, dogru tahmin edilen aminoasit

sayist iken N ise veritabanindaki toplam aminoasit sayisidir.

Deney sonuglart Tablo I ve II’de &zetlenmistir. Tablo I’de
ilk %80 protein alinarak yontemlerin basar1 oranlari
verilmistir. Bu tabloya gore en iyi li¢ yontemin bilesim
tabanli, ikincil yapiyr kullanan hizalama tabanli ve hem
ikincil yapiy1 hem aminoasit dizisini kullanan hizalama
tabanli yontemler oldugu goriilmektedir. Bu ii¢ yontem igin
esik deger koyarak yapilan deneylerin sonuglart Tablo II’de
verilmistir. Tablo I ve II’de goriildiigii gibi en iyi sonucu
veren bilesim tabanli yontemdir. Esik deger konmasi
uygulanan {i¢ yontem i¢in de basari oranini arttirmustir.
Saniyoruz bunun sebebi, esik deger konuldugunda her
smama i¢in egitim kiimesindeki protein sayisinin dinamik
olarak degisebilmesidir. Ayrica en iyi sonucu veren esik
deger koyarak bilesim tabanli egitim kiimesi indirgeme
yonteminin basarty1 %0.6 oraninda arttirdig1 gézlemlenmis-
tir. Bilesim tabanli yontemin digerlerine gére daha hizli
¢aligmasi bu yontemin ek avantajidir.

Tablo I: 11k %80 Protein Almarak Yontemlerin Basar

Oranlar1
Yontem Basari(%)
Bilesim tabanl 67.01
Hizalama (1Y) 67.00
Hizalama (IY+AA) 66.92
Hizalama (AA) 66.69
Chou Fasman 66.65
Yeniden egitilmeden 66.59
Chou Fasman (1Y) 66.50

Tablo 11: Esik Degeri Konarak Ydntemlerin Basari

Oranlar1
Yontem Basari(%)
Bilesim tabanl 67.17
Hizalama (1Y) 67.12
Hizalama (IY+AA) 67.06

Basar1 oranlar1 arasindaki farklar az gibi goriinse de
biyolojik  olarak  bakildiginda bu farklar Onemli
olabilmektedir. Bu deneyde %0.01°lik bir fark yaklagik 12
daha fazla aminoasidin dogru isaretlenmesine Kkarsilik
gelmektedir.

5. Sonuclar ve Gelecek Calismalar

Esik deger koyarak Dbilesim tabanli egitim kiimesi
indirgemenin protein ikincil yap: 6ngoriisiiniin basar1 oranini
arttirdigl gozlemlenmistir. Gelecekte, ongorii basarisint en
iyileyecek bir esik degerinin bulunmas: i¢in ¢alisacagiz. Bu
caligmada literatlirde rastladigimiz ve bu problemde manali
olarak gbriinen uzaklik o&lgiitleri kullanilmustir. ilerdeki
caligmalarda diger olas1 uzaklik dlgiitleri de denenebilir.
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