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Ozetce —ATM nakit tahmini, banka sistemlerindeki en yaygin
problemlerden biridir. ATM’de yeterli nakit bulunmamasi, miis-
teri memnuniyetini azaltirken, gereginden fazla para olmasi ise
bankanm kar paym negatif etkiler. Bu calismada ATM’lerden
cekilen para miktarim tahmin eden bir sistem gelistirilmistir.
Tahmin asamasinda yapay sinir aglari, dogrusal regresyon, destek
vektor makinesi, derin ogrenme ve istatiksel analiz (ARIMA)
methodlar1 kullanmilmis; ve makine 6grenmesi methodlarimin,
istatiksel methodlara gore cok daha iyi performans sergiledigi
gosterilmistir. Ayrica makine 6grenmesi methodlari icerisinde de
LSTM modelinin ¢cok daha az éznitelik kullanarak daha basarih
tahminler yaptigi belirlenmistir.

_ Anahtar Kelimeler—ATM Nakit Tahmini, Regresyon, Makine
Ogrenmesi, LSTM

Abstract—One of the most common problems related to
banking systems is the Automated Teller Machine (ATM) cash
demand forecasting. Cash shortage adversely affects customer
satisfaction, while too much cash reduces bank’s profitability. We
have developed an ATM cash prediction system using different
statistical and machine learning approaches, including linear
regression, artificial neural networks, support vector machines,
LSTMs and statistical analysis (ARIMA). We compare the results
of these methods and show that machine learning methods in
comparison with ARIMA have higher accuracy. Also it was shown
that among the machine learning model LSTM gives the most
accurate predictions and use less features compared to other
models.

Keywords—ATM stock prediction, LSTM, regression, machine
learning

I. GIRrIS

ATM’ler bankalar ve miisteriler arasindaki etkili etkilesim
ve iletisim noktalaridir. Bankalar ATM’lerde fiziksel nakit
depolayarak miisterilerin 7 giin 24 saat boyunca, bu bankada
hesab1 olup olmasina bakilmaksizin miisterilere hizmet saglar-
lar. Tiirkiye Bankalar Birligi tarafindan yapilan arastirmalara
gore, 2018 yilinda Tirkiye ¢apinda ATM sayist 46,344 idir.
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ATM’de yeterli nakit bulunmamasi, bankanin popiilerligine
zarar vererek miisteri memnuniyetini azaltirken gereginden
fazla para olmasi ise, paranin kullanibilirligini azalttigindan
otiirii bankanin kar paymi negatif etkileyecektir. Etkili para
birimi yonetimi ve kontrolii, para arzin1 ve talebini dogru bir
sekilde tahmin etmek i¢in gelismis algoritmalar ile bankalarin
talebi tahmin etmelerini ve aglari boyunca para birimini proak-
tif olarak yonetmelerini saglar. Birgok banka ATM’lerinde ge-
nellikle gerekenden %40 kadar daha fazla nakit para tutarken,
uzmanlar bu nakit fazlaliginin %15 ila %20 oraninin yeterli
oldugunu belirtmiglerdir [3].

ATM’ler iizerine Tiirkiye’de ve uluslararasi, gercek banka
verisi ile gelistirilen bir¢ok benzer yayin bulunmustur. Bunlar
temel olarak giinlik ATM’lerden c¢ekilen nakit miktar1 ve
nakit giincellemesi olarak 2’ye ayrilmaktadir. Bizim ¢alig-
mamiz giinliikk olarak cekilen nakit miktar1 tahmini iizerine
yapilmistir ve maalesef bu konuda az sayida benzer caligma
vardir. Calismamiza benzer yayinlar incelenmigtir. [2]-[5].

Ekinci ve digerlerinin calismasinda ATM’lerin lokasyon
bilgilerini kullanarak kiimeleme islemi gerceklestirmis ve bu
kiimeleme bilgilerini tahmin igleminde kullanmigtir. Caligma-
larinda %22.69 Ortalama Mutlak Hata Oranm1 (OMHO) elde
edilmigtir. [2]. Bilir ve Dogeyen’in kapsamli calismasinda,
bir bankanin pek ¢ok ATM’sinin veri seti iizerinde %26.44
Ortalama Mutlak Hata Oran1i (OMHO) elde edilmistir. [3].
Serengil ve Ozpiar ise ATM nakit tahmini ve optimizasyonu
ile, 41 ATM’lik bir veri lizerinde, optimizasyon ile nakit gi-
derlerini %30 indirdiklerini bildirmiglerdir. [4]. Sarveswararao
ve Ravi’nin caligmasinda ise Hindistan’da bulunan ATM’ler
tizerinde 9 farkli method denemis ve aralarinda en basarili
rastgele tahmin ile olusturulan model olmustur. [5].

Bu caligmada 6zel bir banka verileri kullanilarak ATM
nakit tahmini yapan bir sistem gerceklestirilmigtir. Yukaridaki
calismalardan en 6nemli fark: ise veriseti igerisindeki fiziksel
sorunlardan kaynakli olusan hata girdiler gézard: edilmemistir.
Bunun sebebi ise sistemin olabildigince ger¢ek durumlardaki
tepkilerini 6l¢mektir. Degerlendirme kriteri olarak Ortalama
Mutlak Hata (OMH) kriterinin kullanildig1 deneylerde, ma-
kine 6grenmesi yontemlerinin istatistiksel yontemleri gectigi



gozlenmistir.

II. GELISTIRILEN SISTEM

Calismamizda giinlik ATM’den cekilen nakit miktarini
tahmin etmek icin farkli regresyon modelleri gelistirilmistir. Bu
modelleri detayli anlatmadan 6nce, sistemimizde kullandigimiz
veri setinin anlatilmasi daha iyi olacaktir.

A. Veri seti

Veriseti olarak 6zel bir bankanin farkli 2 ATM’sinin 2
senelik verileri kullanilmigtir. Veri seti igerisinde giin bazinda
para cekme miktarinin yani sira, o giine ait bilgiler de bu-
lunmaktadir. Ornegin; o giiniin haftanin hangi giinii oldugu,
tatil olarak sayilip sayilmadigi, hangi is giiniine kargilik geldigi
bilgileri veri seti icinde mevcuttur.

Bu veriseti lizerindeki verilen bilgiler kullanilarak yeni
oznitelikler olusturulmus, bdylece modeller igin kullanilacak
yeni ve verimli farkli 6znitelikler eklenmigtir. Yeni eklenen
oOznitelikler sunlardir:

e 1,2, 3 ve 4 hafta 6nceki haftanin aym giiniinde ¢ekilen
nakit miktari;

e bir dnceki ayin en benzer giiniindeki ¢ekilen nakit
miktari;

e  bir Onceki ayda ortalama c¢ekilen nakit miktari;

e aym ilk, orta veya son ig giiniinde olup olmadiginin
bilgisi.

Bu 0zniteliklerin bazilar1 kukla (dummy) olarak, bazilari
(6rn. haftanin giinleri) sirali bir degigken olarak gosterilmisgtir.
Yeni 6znitelikler arasinda, gegcen ayin en benzer giiniiniin segil-
mesi kayan tatillere karg1 giirbiizliik saglamak icin gereklidir.
Bu sekilde 6rnegin bakilan giin ayin ikisi ve o ayn ilk is giinii
olsun; o zaman en benzer giin olarak gegen ayin birinci ig glinii
kullanilmigtir.

Bu veri seti iizerinde 13. ve 14. aylara ait kayitlar dogru-
lama kiimesi olarak ayrilmisgtir. Bu veriler kullanilarak model-
lerimiz i¢in en uygun parametreler secilmistir.

B. Regresyon Modelleri

Calismamizdaki amacimiz, ATM’lerden ¢ekilen nakit mik-
tarint gergek miktarina en yakin sekilde tahmin etmek oldu-
gundan, problem bir regresyon problemi olarak ele alinmis-
tir. Bu amacla lineer regresyon, Destek¢i Vektor Makinesi
(DVM), Yapay Sinir Aglart (YSA) ve Uzun Kisa-Donem
Hafiza (LSTM) modelleri degerlendirilmistir.

DVM yonteminde en iyi performansa lineer cekirdek, 0.5
epsilon degeri, 0.0001 gamma degeri ile ulastik.

YSA yonteminde ise en iyi performansi i¢in olmasi ge-
reken parametre degerlerini dogrulama setimiz iizerinde kafes
aramasi kullanarak inceledik ve en iyi sonucu tanh aktivasyon
fonksiyonu, 0.01 alpha degeri, 34 hiicreden olusan 1 adet gizli
katman, 0.0001 baglangic 68renme oram ile elde edildi§ini
gordiik.

Son olarak LSTM ile tek gizli katmanli ve 2 gizli katmanh
olmak iizere 2 farkli derin 6grenme modeli olugturduk. Sekil

1’de farkli parametreler kullanilarak olusturulan bir adet gizli
LSTM katmani bulunan modellerin zamana bagli olarak OMH
degeri degisimi gosterilmistir. Yaptigimiz caligsmalar sonucu,
gizli katmaninda 8 adet noron ile olusturulan 2 LSTM modeli-
mizin de en iyi performansi gosterdigi belirlenmistir. Modeller
agir1 uyumun bagladigr 10. devire kadar egitilmistir.
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Sekil 1: Uzun Kisa Siireli Bellek Aglarinda egitim ve test
kiimeleri icin Ortalama Mutlak Hatanin (OMH) zamana gore
degisimi.

III. MODELLERIN DEGERLENDIRILMESI

Zaman serileri tahmininde, makine 6grenmesinde perfor-
mans degerlendirmesi i¢in genelde kullanilan ¢apraz gecerleme
metodu kullanilamaz, ¢iinkii gelecekten bilgi sizmamast ve hep
gelecege yonelik tahminlerin yapilmas: gerekir.

Bu sebeple, mevcut veri setinde 13. ve 14. aylar dogrulama
kiimesi olarak ayrilip, parametre optimizasyonu gerceklestiril-
dikten sonra, modellerimiz kayan egitim kiimeleri ile egitilmis
ve hep bir sonraki ay tahmin edilmistir. Bu sekilde ilk egitim
1-14. aylar ve test kiimesi 15. ay olarak secilmis, sonrasinda 1-
15. aylar egitim ve 16. ay test olacak sekilde modellerin deger-
lendirilmesine devam edilmistir. Dikkat edilmelidir ki gercek
problemde veriyi en iyi kullanan degerlendirme yontemi bu
olsa da, her test degerlendirmesi i¢in kullanilan egitim kiimesi
gitgide biiyiimektedir; 6rnegin son test i¢in 1-23. aylar egitim,
24. ay test icin kullanilmigtir.

Bu sekilde her test seti gelecekteki 1 aylik siireden ibaret
olmus, en sonunda bu sekilde degerlendirilen her biri birer
aylik 10 test setinin ortalamas: (15-24. aylar), test seti hatasi
olarak degerlendirilmisgtir.

Degerlendirme icin Ortalama Mutlak Hata (OMH) metrigi
kullanilmigtir. Bu problemde ayrica Ortalama Mutlak Hata
Oran1 (OMHO) metrigi de kullanilmakta, ancak bu durumda
fiziksel arizalardan otiirii para ¢ekimlerinin sifir oldugu durum-
lar sorun olugturmaktadir.

Modellerimizin basarilar1 degerlendirilirken 6 farkli 6zni-
telik kiimesi olugturulmus ve bu dznitelik kiimelerinin model-
lerin bagarisiya etkisi incelenmigtir. Oznitelik setleri olarak;

e  FO: Veriye ait olan giiniin bir hafta 6ncesindeki ayn
giinde c¢ekilen para miktari;



B ORTALAMA MUTLAK DEGER
Oznitelik . . .
Seti Egitim Seti/Test Seti
LR DVM YSA
FO 18,780/18,008 18,638/17,997 19,171/18,256
F1 16,417/15,995 16,814/16,195 16,784/17,031
F2 15,220/15,786 15,680/15,999 15,840/17,285
F3 14,796/16,263 15,286/16,035 15,437/20,399
F4 15,172/15,789 15,559/15,971 15,785/18,076
F5 14,786/16,242 15,189/16,053 15,328/21,119
LSTM
Tek Katmanl Cift Katmanlh
F6 15,063/13,755 14,972/ 13,824

TABLO I: Farkli Oznitelik Setleri Kullanilarak Olusturulan
Regresyon Modellerinin OMH Degerleri. Her modelin en iyi
sonucu koyu olarak gosterilmistir.

e  FI: Verinin haftanin hangi giiniine ait oldugu, bu gii-
niin tatil olup olmadig1, bu giinden 1 hafta 6ncesindeki
cekilen para miktari, bu giine 1 Onceki ay en benzer
giinde ¢ekilen para miktart ve bir 6nceki ayin ortalama
cekilen para miktari;

e F2: FI setine ilave olarak, verinin ait oldugu giiniin
ayin 11. ig glinii olup olmadigi, o giine ait bulundugu
sehirde ve ilcedeki maag yatirilma miktari;

e F3: F2 setine ek olarak, verinin hangi aya ait oldugu
ve ayin ilk veya son ig giinii olup olmadig: bilgileri;

e F4: F2 setine ilaveten, bu verinin ait oldugu giinden
2,3 ve 4 hafta 6ncesinin ayn giiniindeki ¢ekilen para
miktari;

e F5: F3 ve F4 setlerinin birlesimi;

e F6: Bu verinin ait oldugu giinden geriye doniik 30
giinliik para ¢cekim miktari, bu giiniin tatil olup olma-
dig1 ve hangi giin oldugu secilen 6znitelikler olmustur.
Bu 0znitelik seti sadece LSTM modeli tizerinde kul-
lanilmustar.

Bu 6znitelik setleri kullanilarak olusturdugumuz regresyon
modelleri test edilmigtir.

Tablo 1’de farkli 6znitelik setleri kullanilarak egitilen ma-
kine ©Ogrenmesi modellerinin test verileri iizerindeki OMH
degerleri verilmigtir. Tablodaki degerlerin de gosterdigi tizere
farklt modeller farkli 6znitelik setleri ile en iyi tahminleri ya-
pabilmislerdir. Yapay sinir aglari modeli en basarili performan-
sin1 F1 oznitelik kiimesi kullanilarak egitildiginde verirken,
Lineer Regresyon ve Destek¢i Vektor Makinesi modelleri F2
ve F4 oznitelik seti ile egitildiginde vermistir. Bir diger 6nemli
cikarim olarak LSTM modelinin ¢ok daha az 6znitelik kulla-
nildig1 halde diger modellere oranla daha basarili tahminlerde
bulundugu goriilmiigtiir.

Makine oOgrenmesi modellerinin istatiksel modellerden
daha bagarili olacag: hipotezimizi test etmek amaciyla bir adet
en yaygin olarak kullanilan istatiksel model olan ARIMA mo-
deli olusturulmugtur. Dogrulama seti tizerinde yaptigimiz kafes
aramasi sonucunda, ARIMA modelinin en iyi performansa 8
adet gecikmeli deger kullanildiginda ulastig1 saptanmustir.

Sekil 2’de lineer regresyon, destek¢i vektdr makinesi, ya-
pay sinir aglari, LSTM ve ARIMA yontemleri kullanilarak

olusturulan regresyon modellerinin, en iyi tahminleri gercek-
lestirdigi durumlardaki (6znitelik kiimesi ve en iyi degeri veren
parametrelerle) egitim ve test veriseti iizerindeki OMH deger-
leri gosterilmigtir. Buradan da goriilecegi gibi en iyi sonucu 1
gizli katmanli LSTM ag1 13,755 hata ile vermistir. Bu sonug,
bu veri seti i¢in %20.2 ortalama mutlak hata oranina denk
gelmektedir, ki uzmanlarin yeterli gordiigii orana yeterince
yakindir ve literatiirde bahsi gecen ¢alismalardan daha bagarili
oldugu goriilmiistiir.

Regresyon Modellerinin OMD degerleri
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Sekil 2: Regresyon Modellerinin parametre ve Oznitelik setleri
ile aldig1 sonuglar.

IV. SoNuc

Bu c¢alismamizda ATM’den gecmiste cekilen nakit
miktarlarim1 goz Oniine alarak, giinlik ATM’den cekilecek
para miktarimi en az hata oramt olacak gsekilde tahmin
edilmesi amaglanmigtir. Bu amagla lineer regresyon, destekgi
vektor makinesi, yapay sinir aglari, LSTM ve ARIMA
algoritmalar1 kullanarak 6 farklt model olusturulmus ve bu
modellerin birbirleri ile hata oranlar1 kiyaslanmistir. Modeller
egitilirken farkli Oznitelik setlerinin modeller {iizerindeki
etkisi de incelenmis ve modellerin en iyi performanslarim
farkli Oznitelik kiimeleri {iizerinde verdigi gortilmiistiir.
Ayrica deney oncesi verisetinde bulunan fiziksel sorunlardan
kaynakli olan girdiler elenmemis, boylece daha gercek¢i bir
veriseti iizerine sistemimiz kurulmustur. Deney sonuglari,
LSTM iinitelerinin uzun siireli etkilegsimleri yakalama ve
Tekrarlayan Sinir Aglarinda (RNN) iyilesme kabiliyetine
sahip olmalarindan dolayr LSTM aginin en iyi sonuclara
sahip oldugunu gostermistir. Ayrica olusturulan diger makine
ogrenmesi modelleri de ARIMA modeline gore ¢ok daha iyi
sonuglar vermigtir ki bu da makine 6grenmesi modellerinin
istatiksel modellerden cok daha basarili tahminler yapacagi
hipotezimizi dogrulamaktadir.
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